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Uvod



Sadržaj

• Uvod u tipografiju
• Klasifikacija simbola

• Pristupi pre dubokog učenja
• Rad DeepFont koji koristi konvolutivne mreže
• Deo master rada Fontool - alat za klasifikaciju i generisanje fontova

• Generisanje simbola i fontova
• Rad koji koristi generativne suparničke mreže (eng. GAN)
• Rad koji uči tipografski stil
• Deo master rada Fontool - alat za klasifikaciju i generisanje fontova
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Tipografija



Tipografija

Bavi se:
• grafičkim uređenjem teksta, slova i strane
• vizuelnom percepcijom tekstuelnog sadržaja
• dizajnom i razvojem fontova
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Tipografija - prvi font

Slika 1: Prvi font - Black Letter.
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Tipografija - kurziv

Slika 2: Prvi font koji je imao kurziv (eng. italic).
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Tipografija - ligature

Slika 3: Reč levo - bez ligature i reč desno - sa ligaturom.
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Tipografija - serifi

Slika 4: Slovo levo poseduje serife dok slovo desno ne.

8



Tipografija - font za jednakim razmakom

Slika 5: Donji font predstavlja font sa jednakim razmakom. Gornja reč zauzima isto prostora
koliko i donja uprkos tome što poseduje 3 slova više.
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Tipografija - vizuelna percepcija sadržaja
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Tipografija - problemi

• Vizuelno prepoznavanje fontova (eng. visual font recognition - VFR)
• Vizuelno generisanje fontova (eng. visual font generation - VFG)
• Vizuelizacija fontova
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Kratak osvrt na neuronske mreže



Konvolutivne neuronske mreže

• Vodeći pristup za klasifikaciju slika
• Postigle značajne rezultate na problemima u oblasti računarske vizije (eng.

computer vision)
• Na skupu ImageNet ostavarile manju grešku u odnosu na čoveka
• Daju delimičnu interpretabilnost za svoj rad (Zeiler and Fergus 2013)
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Konvolutivne neuronske mreže

Slika 6: Primer arhitekture konvolutivne mreže.
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Autoenkoderi

• Autoenkoder je neuronska mreža koja ima cilj da nauči kompresovanu
reprezentaciju podataka sa ulaza

• Sastoji iz dva dela, enkoder i dekoder
• Variacioni autoenkoder dodatno uči raspodelu verovatnoće podataka
• Usled toga, moguće je vršiti generisanje podataka
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Autoenkoderi
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Vizuelno prepoznavanje fontova



Vizuelno prepoznavanje fontova (eng. visual font recognition - VFR)

Postavka problema
• Potrebno na slici odrediti koji je font korišćen za kreiranje tekstualnog sadržaja

VFRa
• Slike koje se prepoznaju su slike nastale na računaru

VFRb
• Slike koje se prepoznaju su fotografije iz realnog sveta

Motivacija
• Otkrivanje nepoznatih fontova (Wang et al. 2015; Ramanathan et al. 2009)
• Olakšavanje u procesu dizajna sadržaja
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VFRa

Slika 7: Primer slike sa koje nas interesuje font.
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VFRb
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Prethodni pristupi

Raniji pristupi
• Statistička analiza fontova
• Analiza lokalnih delova slova i teksture
• Konstruisanje atributa
• Radovi (Avilés-Cruz et al. 2005; Jung, Shin, and Srihari 1999; Ma and Doermann

2003; Ramanathan et al. 2009)
• Problemi: rad na malom skupu podataka i mali broj dozvoljenih fontova (desetine)
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DeepFont



DeepFont

• Rad objavljen 2015. godine (Wang et al. 2015)
• Korišćenje konvolutivnih neuronskih mreža i konvolutivnih autoenkodera
• Sistem razvijen od strane kompanije Adobe
• Podržava preko 2000 fontova (2383)
• Integrisan u alat Adobe Photoshop
• Rešava problem VFRb
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DeepFont

Slika 8: Nekoliko slika iz skupa podataka za klasifikaciju fontova.
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DeepFont

Slika 9: Sintentičke i realne slike za isti font

Slika 10: Nekoliko primera iz skupa podataka.
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DeepFont - skup podataka

• Skup podataka za VFRb je teško konstruisati
• Nije problem doći do fotografija, ali jeste do informacije o fontu koji je korišćen
• Skup VFRWild325 sadrži 325 slika i 93 fonta (Chen et al. 2014)
• Rad (Chen et al. 2014) odabira 2420 fonta i generiše oko 2.42 miliona instanci
• Adobe izbacuje nekoliko fontova te se broj smanjuje na 2383
• Adobe pravi AdobeVFR skup koji se sastoji iz:

• VFR_real_u: poseduje 197396 nelabeliranih realnih slika
• VFR_real_test: poseduje 4384 labeliranih realnih slika koji pokrivaju 617/2383 fonta
• VFR_syn_train: labelirane sintetičke slike za obučavanje (2 383 000 instanci)
• VFR_syn_val: labelirane sintetičke slike za validaciju (238 300 instanci)
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DeepFont - skup podataka

Slika 11: Pregled skupa podataka ‘AdobeVFR‘.
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DeepFont - Pretprocesiranje podataka

Koristi se nekoliko transformacija
1. Šum
2. Zamućivanje
3. Rotacija perspektive
4. Promena boje pozadine
5. Modifikacija razmaka između karaktera
6. Modifikacija razmere širine i visine slike
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DeepFont - Uticaj pretprocesiranja
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DeepFont - Kako obuhvatiti sintentičke i realne slike?

• Javlja se različitost domena (eng. domain mismatch)
• Sintentičke slike
• Slike iz realnog sveta

• Pristup proširuje originalni pristup iz rada (Glorot, Bordes, and Bengio 2011)
• Klasifikator se deli u dva dela i N slojeva:

• Mreža koja ulaz preslikava u zajednički domen sa K slojeva - Cu

• Mreža koja vrši klasifikaciju za ulaz iz zajedničkog domena sa N − K slojeva - Cs

27



DeepFont - Predložena arhitektura

Slika 12: Mreža Cu je označena crvenom bojom, a mreža Cs zelenom, N = 8, K = 2.
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DeepFont - Mreža Cu

• Predstavlja enkoder od konvolutivnog autoenkodera
• Vrši nelinearno smanjivanje dimenzionalnosti podataka
• Obučava se nezavisno od ostatka mreže
• Koristi se srednjekvadratna greška (eng. mean squared error - MSE )
• Krajnji cilj je preslikati realne i sintetičke podatke u isti domen
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DeepFont - Mreža Cu

Slika 13: Arhitektura za konvolutivni autoenkoder.
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DeepFont - obučavanje modela

• Obučavanje se vrši u dve faze
• Obučava se autoenkoder
• Nakon obučavanja autoenkodera, odgovarajući slojevi (koji čine Cu) se ubacuju u

kompletnu mrežu C
• Mreža C se obučava nadgledano, ali sa fiksiranim težinama za Cu

• fc6 i fc7 koriste regularizaciju izostavljanjem (eng. dropout)
• Veličina podskupa za obučavanje (eng. batch size): 128
• Parametar učenja za Cs inicijalno 0.01 i deli se sa 10 kada greška na validacionom

skupu prestane da opada
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DeepFont - evaluacija modela

Neka je data slika X dimenzija a × b
• Skalira se na 105× c tako da se očuva odnos širine i visina
• Potom se prave tri nove slike tako što im se širina menja slučajnom promenljivom iz

raspodele U[1.5, 3.5]
• Za tri dobijene slike, uzima se 5 podslika dimenzija 105× 105 na nasumično

odabranim pozicijama
• Time se dobija 15 slika
• Predikcija se vrši uprosečavanjem 15 dobijenih vektora mekog maksimuma (eng.

softmax) na izlazu klasifikatora
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DeepFont - kompresija modela

• Prikazana arhitektura klasifikatora poseduje veliki broj parametara
• Smanjenje broja parametara i zadržavanje kvaliteta je od velikog značaja u praksi
• Za konvolutivne mreže, najveći deo memorije zauzimaju gusto povezani slojevi
• Sloj fc6 zauzima oko 85% memorije pri skladištenju
• Parametri mreže se mogu zapisati matrično
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DeepFont - kompresija modela

Singularna dekompozicija
• Neka je W ∈ Rm×n matrica parametara modela (ili matrica težina za sloj fc6)
• Koristeći singularnu dekompoziciju (eng. SVD) važi:

W = UΣV T

gde su:
• U ∈ Rm×n i V ∈ Rn×n ortogonalne matrice
• Σ ∈ Rn×n dijagonalna matrica
• σ1, ..., σn singularne vrednosti (elementi na dijagonali matrice Σ)
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DeepFont - kompresija modela

Signularna dekompozicija - aproksimacija matrica
• Ukoliko se uzme:

• prvih k levih singularnih vektora u matrici U - matrica Ũ
• prvih k desnih singularnih vektora u matrici V - matrica Ṽ
• prvih k sopstvenih vektora u matrici Σ - matrica Σ̃

aproksimacija matrice W se može dobiti kao:

W ≈ W̃ = ŨΣ̃Ṽ T

• Odabir parametra k kontroliše koliko se gubi na kvalitetu aproksimacije
• Matrica W̃ je aproksimacija matrice W ranga k
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DeepFont - kompresija modela

• Jedan od pristupa bi bio upravo aproksimacija matrice W nakon obučavanja
• Postoje i drugi načini za kompresiju modela
• Oblast istraživanja kompresije modela je vrlo bitna za praktične primene
• Kompresija modela je vrlo značajna za rad na uređajima sa ograničenim hardverom
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DeepFont - evaluacija autoenkodera

Slika 14: Poređenje greške (%) na skupovima za obučavanje i testiranje (K = 2)

• N označava skup sintentičkih podataka
• R označava skup realnih podataka
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DeepFont - evaluacija autoenkodera

Slika 15: Ilustracija rekonstrukcije realne slike sa autoenkoderom
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DeepFont - odabir parametra K

Slika 16: Kvalitet modela pri variranju parametra K .
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DeepFont - rezultati

• F - svih 6 koraka pretprocesiranja na VFR_syn_train
• R - VFR_real_u - nelabelirani skup realnih slika
• FR - kombinacija podataka iz F i R

Slika 17: Rezultati evaluacije.
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DeepFont - kompresija mreže

Slika 18: Rezultati kompresije mreže.
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Alat Fontool



Predloženi pristup problemu

• Inspirisano radom (Wang et al. 2015)
• Rešavan problem VFRa
• Cilj: razviti sličan sistem za alat Gimp
• Problem sveden na klasifikaciju slika
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Predloženi pristup problemu - skup podataka

• Razvijen skup podataka ftW (eng. Font Tool Words)
• Odabrano:

• 1000 čestih reči engleskog jezika
• 40 raznovrsnih fontova

• Ukupno 120 000 instanci
• Instanca poseduje informaciju o ligaturama fontova
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Predloženi pristup problemu - uzorak iz skupa podataka
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Predloženi pristup problemu

• Razvijen klasifikator razvijen na konvolutivnim neuronskim mrežama
• Korišćene biblioteke Keras i TensorFlow
• Obučavan na grafičkoj karti NVIDIA GEFORCE 1060 GTX 6GB
• Ostvarena preciznost od 0.9993
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Predloženi pristup problemu - arhitektura
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Predloženi pristup problemu - demonstracija
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Dalji rad

Problem VFRa
• Obučavanje nad drastično većim skupom podataka koji ima 18000 fontova

Problem VFRb
• Generisanje sintetičkih realnih fotografija
• Moguće učiniti koristeći radni okvir za razvoj video igara
• Omogućava se varijacija ugla kamere, osvetljenja, pozadine. . .

Cilj
• Integracija razvijenog sistema u alat Gimp
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Vizuelno generisanje fontova



Vizuelno generisanje fontova (eng. visual font generation - VFG)

Postavka problema
• Potrebno izvršiti automatsko generisanje jednog ili više simbola za font bez

informacije o tome kako izgledaju ostali simboli

Motivacija
• Generisanje novih simbola za font
• Generisanje novih fontova
• Kreiranje nacrta i ideja pri kreiranju fontova
• Podrška grafičkom tipografu ili dizajneru
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Vizuelno generisanje fontova - prethodni pristupi

Rad (Campbell and Kautz 2014)
• Simbole fonta posmatra kao Bezijerove krive
• Traži površ manjih dimenzija na kojima leže dostupni fontovi

Rad (Radford, Metz, and Chintala 2015a)
• Koristi duboko učenje i generativne suparničke mreže
• Svodi problem na problem generisanja slika

Rad (Baluja 2016)
• Koristi duboko učenje i generativne suparničke mreže
• Generiše nedostajuće simbole za font
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Generisanje simbola koristeći GAN



Generativne suparničke mreže - GAN

• Generativne suparničke mreže (eng. generative adverserial networks - GAN)

Slika 19: Arhitektura za GAN.
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DCGAN (Radford, Metz, and Chintala 2015a)

• Koristi konvolutivne GAN-ove
• Proširuje ih trećom mrežom koja predstavlja klasifikator simbola (slova)
• Uspeva da generiše slova zadovoljavajućeg kvaliteta
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DCGAN

Slika 20: Generisana slova.
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DCGAN - generator G

Slika 21: Arhitektura za generator G .
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DCGAN - diskriminator D

Slika 22: Arhitektura za diskriminator D.
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DCGAN - skup podataka

• Odabrano 6628 različitih fontova i 26 slova engleskog alfabeta
• Veličina slike postavljena na 64× 64
• Po uzoru na (Radford, Metz, and Chintala 2015b) korišćenjem autoenkodera

eliminisani slični fontovi
• Time je skup fontova smanjen na 200 predstavnika
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DCGAN - skup podataka

Slika 23: 200 odabranih fontova.
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DCGAN - problemi

Slika 24: Generisani simboli koristeći DCGAN
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DCGAN - problemi

Uzrok loših rezultata
• Tokom obučavanja ne postoje navođenje mreža da održe strukturu slova
• One se jednostavno takmiče da budu bolje jedna od druge
• Jedan od razloga je i nestabilnost pri obučavanju GAN-ova

Rešenje
• Razvija se posebni klasifikator simbola (C) koji za sliku pogađa koje je slovo na njoj
• Njegovo obučavanje se vrši pre obučavanja GAN-a
• Odabrana arhitektura dosta liči na AlexNet
• Ostvaruje preciznost od 92.14% na skupu za obučavanje
• Proces obučavanja GAN-a se modifikuje tako da se uzima u obzir i predikcija koju

daje C
• Generator se ažurira tako što uzima u obzir šta predviđa mreža C
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DCGAN - klasfikator simbola

Slika 25: Arhitektura za klasifikator simbola.
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DCGAN - obučavanje 1

Slika 26: Ažuriranje diskriminatora sa pravim slikama. 61



DCGAN - obučavanje 2

Slika 27: Ažuriranje diskriminatora sa lažnim slikama.
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DCGAN - obučavanje 3

Slika 28: Ažuriranje generatora.
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DCGAN - obučavanje 4

Slika 29: Ažuriranje generator uz pomoć klasifikatora.
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Učenje tipografskog stila



Učenje tipografskog stila - (Baluja 2016)

Slika 30: Za vrste A, B, D, E, G, J, K većina simbola je generisana koristeći nekoliko simbola.
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Učenje tipografskog stila - skup podataka

• Konstruisan skup podataka od 10000 fontova
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Učenje tipografskog stila - diskriminativni problem

Postavka diskriminativnog problema
• Data su 4 slova istog fonta A (na primer B, A, S, Q) i nepoznato slovo Φ
• Potrebno je odrediti da li Φ pripada fontu A

Slika 31: Levo - pozitivni primeri, desno - negativni primeri.
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Učenje tipografskog stila - diskriminativni problem

• Pitanje: na koji način mreži proslediti više slova?
• Rad tvrdi da korišćenje razdvojenih kula (eng. towers) prikazano kao bolje u

njihovim eksperimentima

Slika 32: Primeri različitih arhitektura koje su isprobane.
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Učenje tipografskog stila - odabir klasifikatora

• Isprobano 60 arhitektura, odabrano 7 najboljih koje čine ansambl
• Testirano na fontovima nad kojima model nije obučavan

Slika 33: 7 odabranih arhitektura koje čine ansambl.
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Učenje tipografskog stila - odabir klasifikatora

Slika 34: Zelenim okvirom je označeno tačno slovo.
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Učenje tipografskog stila - generativni problem

Izdvajaju se dva pristupa
• Simultano generisanje svih slova
• Generisanje jednog slova

Simultano generisanje svih slova
• Može biti potencijalno bolje jer dozvoljava deljenje težina

• stil serifa, debljina linije. . .
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Učenje tipografskog stila - generativni problem

Slika 35: Generisanje jednog ili više slova.
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Učenje tipografskog stila - generisanje jednog slova

Slika 36: Komentari ljudi na generisana slova.
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Učenje tipografskog stila - generisanje jednog slova

Slika 37: Komentari ljudi na generisana slova.
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Učenje tipografskog stila - generisanje više slova

• Rad tvrdi da se kvalitet generisanih simbola nije popravio
• Ipak, prijavljuju da je smanjena greška za nekih 5-6%
• Usled toga, biraju da dalje koriste arhitekturu koja generiše više slova odjednom
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Učenje tipografskog stila - generisani primeri

Slika 38: Komentari ljudi na generisana slova.
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Učenje tipografskog stila - generisani primeri

Slika 39: Komentari ljudi na generisana slova.
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Alat Fontool



Predloženi pristup problemu

Pristup
• Svođenje problema na problem generisanja slika
• Korišćenje variacionih konvolutivnih autoenkodera
• Obučavanje sprovedeno na grafičkoj karti NVIDIA GEFORCE 1060 GTX 6GB
• Korišćene biblioteke Keras i TensorFlow

Razlozi
• Stabilnost pri obučavanju
• Latentni prostor
• Čistija matematička formulacija
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Predloženi pristup problemu - skup podataka

• Razvijen skup podataka ftS
• Odabrano 500 raznovrsnih fontova
• Za svaki font generisana reprezentacija slova b, a, s, q
• Slova odabrana po uzoru na rad (Baluja 2016)
• Dobijeno 2000 instanci
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Predloženi pristup problemu - uzorak iz skupa podataka
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Predloženi pristup problemu - rezultati (dimenzija 2)
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Predloženi pristup problemu - rezultati (dimenzija 3)
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Predloženi pristup problemu - rezultati (dimenzija 5)
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Predloženi pristup problemu - rezultati (dimenzija 30)
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Predloženi pristup problemu - demonstracija
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Predloženi pristup problemu - interpolacija
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Dalji rad

• Korišćenje većeg broja podataka
• Korišćenje uslovnih variacionih autoenkodera
• Dodavanje dodatnih ulaza u autoenkoder

• Stil koji je potrebno generisati
• Širina slova
• Visina slova
• Odnos između najtanje i najdeblje linije
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Vizuelizacija fontova



Vizuelizacija fontova

• Problem u kojem je potrebno izvršiti grafički prikaz fontova tako da su fontovi
grupisani po svojoj sličnosti

• Olakšava se organizacija fontova
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Vizuelizacija fontova

Slika 40: Nekoliko sličnih varijanti slova a
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Vizuelizacija fontova - prethodni pristupi

Rad (Solli and Lenz 2009)
• Baziran na smanjivanju dimenzionalnosti
• Metoda glavnih pravaca (eng. principal component analysis - PCA)
• Metoda Isomap (Tenenbaum, Silva, and Langford 2000)
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Vizuelizacija fontova - predloženi pristup problemu

• Instance (slike dimenzija 64× 64) se pomoću enkodera preslikavaju u latentni
prostor

• Autoenkoder prirodno grupiše slične instance blizu jedne drugih u okviru latentnog
prostora

• U takvom prostoru može se podesiti dimenzija podataka
• Radi vizuelizacije, odabrana je dvodimenziona reprezentacija
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Vizuelizacija fontova - autoenkoder
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Vizuelizacija fontova - rezultati
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Dalji rad

• Dalji razvoj razvijenog modela
• Isprobavanje različitih arhitekutra
• Definisanje metrike sličnosti između fontova
• Korišćenje uslovnih variacionih autoenkodera
• Obučavanje na većem skupu podataka
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Veb aplikacija



Veb aplikacija

• Radi potrebe demonstracije razvijena i propratna veb aplikacija
• Omogućava interaktivno korišćenje i testiranje razvijenih sistema
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Veb aplikacija - korišćene tehnologije

Flask
• Radni okvir za serverski deo veb aplikacija

Bootstrap
• Radni okvir za kreiranje responzivnih veb aplikacija

JQuery
• JavaScript biblioteka za klijentsko programiranje

List.js
• JavaScript biblioteka za dinamički prikaz, filtriranje i sortiranje podataka
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Veb aplikacija
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Veb aplikacija
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Veb aplikacija
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Veb aplikacija
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Veb aplikacija
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Zaključak



Zaključak

• Metode mašinskog učenja su u navedenim problemima postigle zadovoljavajuće
rezultate

• Duboko učenje uspeva da pronađe vrlo široku oblast primene
• Razvijeni sistemi ipak nisu dovoljno robusni za primenu u praksi
• Ipak, predstavljaju dobru osnovu za dalji razvoj i istraživanje
• Ukoliko ste profesionalni tipograf, ne morate strahovati za svoj posao. . . još uvek! :)
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Pitanja?



Hvala na pažnji!
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